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摘   要   地磁 Kp 指数是空间天气预警的重要指标, 也是研究太阳风–磁层耦合的关键参数. 采用梯度提升回归

(GBR)算法和随机森林 (RF)两种机器学习方法, 构建了以太阳风、行星际磁场参数、历史 Kp 值和太阳黑子数

据为输入的 3 h 地磁 Kp 指数预报模型. 预报结果表明, 两种方法均可提前 1 h预报地磁 Kp 指数, 预测结果与观

测值之间的相关系数为 0.90, 其中 GBR方法在均方根误差上表现出更好的效果, 均方根误差为 0.56. Kp 指数预

报模型在太阳活动周不同相位的预测结果存在差异, 在活动周下降阶段模型预测结果与观测数据的相关系数更高.

比较了不同地磁扰动下模型的预测情况, 相比中等磁暴和超强磁暴, 模型对强磁暴 (6≤Kp<7)的预报准确度最高.
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Abstract    The solar wind transports solar activity energy to interplanetary space, causing changes in
the spatial structure of the Earth’s magnetosphere and causing disastrous space weather. The Kp index

is an important indicator for space weather alerts and a key parameter for the coupling between solar

wind and the magnetosphere. With the development of machine learning methods, more and more space

weather  forecasting  works  adopt  this  method.  In  this  paper,  two  machine  learning  methods,  Gradient

Boosting Regression (GBR) algorithm and Random Forest (RF), are used to construct a 3-hour Kp in-

dex prediction model with solar wind, interplanetary magnetic field parameters, historical Kp values and

sunspot data as inputs. The forecast results show that our methods can predict the Kp index one hour in

advance and the correlation coefficient is 0.90 between the Kp index of the optimal case recommended by

the model and the actual value. The GBR model performs better, the root Mean Square Error (Erms) is

0.56,  and  the  Prediction  Efficiency  (P)  is  0.81.  The Kp  index prediction  model  shows  varying   perfor-

mances in different solar cycle phases,  with better result during the cycle descending phase.  The high-
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speed solar wind drive dominates the magnetospheric dynamics,  and the model with solar wind as the

main input parameter in the cycle descending phase has a better prediction effect. The model prediction

situations under different geomagnetic disturbances have been compared. Compared with moderate and

super severe magnetic storms, the model has the highest prediction accuracy for severe magnetic storms

(6≤Kp<7). In this study, the results of different prediction models are compared and analyzed. The pre-

diction model can not only provide early warning of severe space weather, but also better understand the

relationship between geomagnetic index and solar wind input energy, which provides more methods and

theoretical basis for the research work of solar wind-magnetosphere coupling.
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0　引言

Kp 指数是衡量地磁活动整体水平的重要指标之

一[1,2], 由德国科学家 Bartels[3] 利用早期地磁观测资

料首次提出 Kp 指数概念. Kp 指数是由全球 13个地

磁站的 K 指数的加权平均值计算得到的, 时间分辨

率为 3 h, 每日 8个值 . Kp 指数按从 0到 9共分为

28个等级: 0, 0+, 1–, 1, 1+, …, 9–, 9, 用以表示每个

时间段内磁场偏离磁静日的程度. 美国国家海洋和大

气管理局 (National Oceanic  and Atmospheric  Ad-

ministration, NOAA)将 Kp>5认证为发生了地磁暴

事件, 并按照 Kp 值的大小将磁暴划分为 5个等级.

因此准确预测 Kp 指数对空间天气预警具有十分重要

的意义.

Kp 指数发布时间通常有一定的延迟, 为适用实

时应用需求, 研究开发了现报和短期预报模型. Taka-

hashi等[4] 利用 Kp 计算方法, 通过处理 9个地磁台站

的数据得到 Kp 估计值, 与 Kp 最终测量值相关系数

为 0.94, 标准误差为 0.5, 具有很好的实时性 .  Luo

等[5] 基于太阳风–磁层耦合函数, 建立了 Kp 短期预报

模型并给出相应的经验公式 . 统计研究工作表明 ,

Kp 指数与太阳风参数之间存在很好的相关性, 如太

阳风速度和行星际磁场南向分量等. 随着人工智能的

发展, 越来越多基于机器学习的 Kp 预报模型被建立,

这些模型的代表包括 Costello模型 [6]、Bala模型 [7,8]

以及 NARX模型[9] 等, 主要利用上游太阳风数据和

现报 Kp 值作为输入参数. Wing等[10] 采用神经网络

方法, 以 L1点太阳风参数为输入建立了 APL模型,

重点改进了对地磁活跃时段的预报. Tan等[11] 使用

长短时神经网络 (Long Short Term Memory, LSTM)

的方法, 将分类模型和回归模型相结合来预测 Kp 指

数, 模型的均方根误差为 0.64, 相关系数 C 为 0.82.

Wang等[12] 使用统计方法针对 Kp 指数大于等于 4的

磁暴事件概率进行预测. Liu等[13] 使用神经网络方法,

提前 1～3.5 h预报 Kp 指数, 最高相关系数为 0.90,

均方根误差为 0.62. 目前短期 Kp 指数预报结果由

NOAA的空间天气预报中心 (Space Weather Pre-

diction Center, SWPC)和中国科学院国家空间科学

中心的空间环境预报中心 (Space Environment Pre-

diction Center, SEPC)发布, 每半小时更新一次.

Johnson等[14] 研究发现地磁活动水平在太阳活

动周的不同阶段差异明显. 在太阳活动高年, 受到行

星际日冕物质抛射 (Interplanetary  Coronal  Mass

Ejection, ICME)、太阳风高速流等行星际事件控制,

地磁活动较强; 在太阳活动低年, 地磁活动相对较弱,

主要受地球磁层动力学的影响. Le等[15] 研究了地磁

扰动事件在太阳活动周的分布特性, 发现在活动周下

降阶段, 地磁扰动尤为显著, 这与低纬冕洞产生的高

速太阳风有关. 太阳风到达地球后和磁层发生复杂的

相互作用, 增加了 Kp 指数预报的难度. 太阳风作为

磁层扰动的主要来源, 其能量注入的多少决定了磁层

系统的总体行为. 当太阳风高速流冲击磁层顶时, 通

过磁场重联和黏滞作用进入磁层, 引起磁层各结构的

变化[16,17]. 大量研究表明, Kp 指数与磁层中一些现象

相关联, 例如等离子体片边界和等离子体层顶位置

等[18]. 磁层系统对太阳风能量注入的响应特征表现为

时间上的滞后性和非线性, 时间滞后为 1 h的太阳风

能量和地磁指数的相关性最大, 较长的滞后时间意味

着输入能量存在存储释放的过程[19,20]. 太阳风能量输

入的不确定性和磁层响应的复杂性使得 Kp 预测的难

度增加.

Kp 指数短期预报面临的问题主要来自以下几个
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方面. 首先是数据发布的不确定性, 预测模型需要大

量实时数据 , 包括太阳风、行星际磁场参数、历史

Kp 指数等, 由于 Kp 指数在数据发布上存在一定时

间延迟, 会影响预报的准确性. 其次是地磁场的复杂

度, 地磁指数受到多种因素的影响, 包括太阳活动、

地球磁层中电流系统等, 这些复杂系统使得难以确定

Kp 指数预报的直接影响因子. 然后是磁暴的非线性

性, 即磁暴的发生是一个非线性过程, 因此需要发展

更适应非线性关系的预报模型. 最后是太阳活动的随

机性 , 太阳活动是地球磁场的直接扰动源 . 然而 ,

CME等剧烈太阳活动本身具有较强的随机性, 这也

为 Kp 指数的预报带来不确定性.

本研究采用非线性的机器学习方法, 基于梯度提

升回归和随机森林两种算法构建 Kp 指数预测模型.

通过参数选择的方法, 对比分析不同输入参数对预测

模型的影响, 确定最佳输入参数组合. 在以往的研究

中可以发现不同纬度区域的太阳黑子对近地太阳风

速度的影响[21], 为探究太阳活动对地磁 Kp 指数的影

响, 在预测模型中还将增加不同纬度区域的黑子数据

作为输入参数. 

1　数据处理与过程

研究中使用的太阳风和行星际参数来自 OM-

NI数据库, 这些数据是由日地拉格朗日 1点轨道上

的航天器 (ISEE 3, Wind, ACE)收集得到的, 并根据

太阳风传播速度将数据时间由 L1点调整至到太阳风

首次接触到弓激波的时间[22]. OMNI低分辨率 (Low

Resolution OMNI, LRO)数据集记录了从 1963年至

今每小时平均的太阳风磁场和等离子参数数据 .

LRO数据集提供了太阳风速度 (vsw)、密度 (Nsw)、压

强 (Psw)、GSM坐标下的磁场分量 (Bx, By, Bz)、行星

际磁场强度 (B)、电场强度 (E)等太阳风行星际参数.

研 究 中 使 用 的 数 据 时 间 范 围 为 1963年 1月 至

2017年 12月的数据. 为保证数据的连续性和完整性,

将缺失和异常的数据点用去除后剩余数据的平均值

代替.

地磁 Kp 指数数据来自 OMNI数据库整合的德

国地球科学研究中心的数据, 时间分辨率为 3 h. 标准

的 Kp 指数值为 0, 0+, 1–, 1, 1+, …, 9–, 9, 但在 OM-

NI数据集中, 相应的 Kp 被存为 0, 3, 7, 10, 13, …,

87, 90. 为满足预测模型的需求, 将数据除以 10, 得到

范围在 0到 9的 Kp 数据.

太阳黑子数据来自格林尼治皇家天文台 (Royal

Greenwich Observatory, RGO)和美国国家海洋和

大气管理局的在线数据. 该数据记录项目自 1874年

5月开始至 2017年 12月结束. 该太阳黑子数据集将

每个黑子群编号, 记录每日各黑子群活动区的面积、

日面位置等参数. 通过计算每日记录的黑子活动区编

号, 得到每日群黑子数, 其数量大约是国际太阳黑子

数的 1/10 [23]. 按照纬度将太阳黑子数据划分为五组,

包括全日面黑子数 Rall、纬度小于 20°的太阳黑子数

R20、纬度小于 15°的太阳黑子数 R15 和纬度小于

10°的太阳黑子数 R10. 考虑到地球公转轨道与太阳自

旋赤道之间 7.2°的夹角, 增加了纬度小于 7.2°的太阳

黑子数 R7.2. 黑子面积数据也按照相同的方法划分,

即 Aall, A20, A15, A10, A7.2. 其中黑子面积的单位为太

阳半球的百万分之一 (μ Hem). 研究模型在太阳活动

周不同阶段的表现时, 划分太阳活动周相位使用的黑

子数据为月平滑黑子数, 数据来源于太阳影响数据分

析中心 (Sunspot Number , SILSO). 

2　模型数据与性能指标

研究使用的梯度提升算法 (Gradient Boosting

regression, GBR)是一种机器学习集成算法[24]. Gra-

dient代表一种优化方法, 用于最小化损失函数以找

到函数的局部最小值, 通过迭代的方式, 从当前点开

始, 沿着目标函数下降最快的方向 (梯度的反方向),

逐步接近最优解. 集成方法是指将几个弱学习器结合

成一个强学习器的方法. 根据个体学习器的生成方

式, 目前集成学习的方法大致分为两类, 一类为串联

集成方法, 即个体学习器之间存在强依赖关系, 必须

串行生成的序列化方法; 另一类为并联集成方法, 就

是个体学习器之间不存在强依赖关系、可同时生成的

并行化方法. 前者的代表是 Boosting, 后者的代表是

Bagging和随机森林. GBR算法属于 Boosting集成

方法, 通过循环训练预测器, 对前序学习器做出改正.

在训练过程中根据当前学习器损失函数的负梯度信

息来训练新加入的学习器, 然后将训练好的学习器以

累加的形式结合到现有模型中来降低预测误差 .

GBR集成算法属于串联集成算法, 该方法的优势在

于能够处理复杂的非线性关系, 用于回归预测模型时

表现出色[25,26].
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为了对比分析不同机器学习模型的性能, 引入了

随机森林算法 (Random Forest, RF)[27]. 该算法是一

种常用的机器学习方法 , 属于集成学习中的并行

Bagging的一种扩展方法, 随机森林方法是以决策树

为基础学习器的集成算法, 与 GBR算法不同点在于,

随机森林的集成方法属于并行集成方法, 在训练过程

中引入随机属性, 通过组合多个决策树来进行分类和

回归任务. 其结合了决策树的高灵活性和集成学习的

优势, 具有较高的预测准确性.

GBR算法主要适用于回归问题, 通过串联迭代

过程中样本分布为训练样本赋予权重来降低偏差, 不

断优化模型性能, 而随机森林方法在分类和回归问题

中均有所应用. 两种方法在处理复杂数据关系、非线

性关系时表现出色, 具有较高的预测准确性. 

2.1　特征参数选择

在参数时间选取中 , 以 OMNI数据库提供的

3 h段 Kp 值中的最后时刻 Kp 值作为预测值, 记作

Kpt. 预 测 值 Kpt 对 应 的 时 刻 分 别 为 03:00 UT,

06:00 UT, …, 24:00 UT. 考虑到磁层系统对太阳风

能量注入的响应时间, 选取 Kpt 时刻前 3 h内太阳风

及行星际参数的极大值作为输入 , 以 t 时刻为

06:00 UT为例, 太阳风和行星际磁场参数对应时刻

为 t–1 (05:00 UT), t–2 (04:00 UT), t–3 (03:00 UT),

并选取这三个时段中各参数的最大值. 之前的研究发

现黑子活动区可以作为太阳风的起源[28–31], 因此黑子

参数也被加入到输入参数以探究其对地磁指数的影

响 . 计算地磁 Kp 指数日平均值与黑子面积参数

Aall 在不同时间延迟下的相关系数, 结果表明延迟为

3天时二者的相关系数最大, 因此选择 3天前的太阳

黑子参数作为输入变量.

使用了多个输入参数来构建模型, 包括太阳风速

度 (vsw)、密度 (Nsw)、压强 (Psw), GSM坐标下的磁场

分量 (Bx, By, Bz)、磁场强度 (B)、电场强度 (E)、不同

纬度区域的黑子参数. 由于太阳风行星际磁场参数较

多, 特别是不同纬度区域的黑子参数, 将所有 5组纬

度范围的黑子参数都输入模型不仅会增加模型的运

算时长, 还会导致输入参数冗余. 因此, 引入参数评估

指标来选择合适的输入参数. 使用 F 检验作为评估函

数对输入数据进行排序筛选 . 首先 , 对目标函数

Kp 指数做多元线性回归, 然后对回归方程做显著性

检验, 并计算 F 统计量. F 统计量的具体计算过程为

先得到各输入参数与 Kp 指数的皮尔逊相关系数 r,

然后将 r 转换为 F 统计量, F 统计量的计算公式如下:

F =
r2

(1− r2)
(n− 2).

其中, n 表示样本数量. F 统计量越大, 说明该输入参

数对目标变量 Kp 指数的影响越大.

各参数评分结果用 F 统计量表示, 图 1给出了

以 Kpt 指数为预测值的结果. 横坐标代表各输入变量

与目标变量 Kpt 的 F 统计量计算结果, 采用以 10为

底的对数表示. 参数评分越高表示该参数与 Kpt 的相

关性越强. 纵坐标按照得分从大到小排列, 对应各输

入参数的名称. 参数选择结果表明行星际电场强度

E 与 Kp 值相关性最强. 其次的主要扰动源分别为太

阳风速度 vsw, 行星际磁场强度 B, 太阳风压强 Psw.

在行星际磁场的三个方向分量中, Bz 分量的得分明显

高于其他两个方向的磁场分量. 在之前的 Kp 预测模

型中, 行星际磁场的 Bz 分量也是人工神经网络的重

要输入参数[32]. 此外, 许多研究结果也证明南向行星

际磁场强度对地磁扰动的影响较大[33,34]. 不同纬度区

域的太阳黑子参数中, 全日面黑子面积 (Aall)与地磁

参数评分最高. 因此, 在研究中选择黑子数据 Aall 作

为模型输入参数. 

2.2　数据集构建

为研究不同参数输入组合对 Kp 指数预测模型的

影响, 基于参数选择的结果, 将建立三种输入数据集:
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数据集 1输入参数为 t–1到 t–3时刻行星际电场强

度 E, 太阳风速度 vsw, 行星际磁场 B, 太阳风压强

Psw 和太阳风密度 Nsw 的极大值; 数据集 2的输入是

在数据集 1的基础上加入 t–3时刻 Kp 值, 记作 Kpt-3;

数据集 3在数据集 2的基础上增加了 Kpt 对应时间

的三天前的黑子参数 Aall.

太阳风和行星际参数记录从 1963年到现在, 黑

子数据集记录从 1874年 5月至 2017年 12月, 按照

数据集重叠期 , 最终确定数据集的时间范围从

1963年 1月 1日至 2017年 12月 28日. 研究中使用

各数据集中前 80%的数据作为训练集, 用于模型的

训练; 后 20%的数据作为测试集, 用以评估模型的性

能. 然后对数据进行标准化处理, 将其转化为均值为

0、标准差为 1的分布. 通过标准化, 可以使不同特征

之间的数值范围一致, 避免某些特征对模型的影响过

大. 此外, 标准化还可以加快模型的训练速度, 提高模

型的收敛效果. 使用以下公式可以完成标准化过程:

Xnorm =
x− µ

σ
.

其中, x 为原始数据, μ 为数据均值, σ为数据标准差,

Xnorm 为标准化后的数据.

为防止过拟合情况的发生, 研究中 GBR算法的

参数设置如下: 学习率设置为 0.1, 决策树的个数为

100, 决策树的深度设置为 5, 损失函数为最小平方差.

随机森林方法中参数设置如下: 树的个数为 100, 节

点分裂最小样本数为 2, 最小叶子节点样本数为 1.
 

2.3　性能指标

采用三种参数来评估模型的预测性能, 分别为线

性相关系数

C =

∑n

i=1
(y − y)

(
ypre − ypre

)√∑n

i=1
(y − y)

2
√∑n

i=1
(ypre − ypre)

2
,

预测效率

P = 1−

∑n

i=1
(y − ypre)

2∑n

i=1
(y − y)

2
,

以及均方根误差

Erms =

√∑n

i=1
(y − ypre)

2

n
.

ypre y

ypre

其中 , y 表示 Kp 观测值 ,  表示 Kp 预测值 ,  和

分别表示观测值和预测值的平均值. 

3　预报结果

基于 GBR算法和 RF方法的 3 h地磁 Kp 指数

预报结果展示在表 1中. 模型 1到模型 3分别对应不

同的输入数据集. GBR1模型的观测值与预测值的相

关系数 C 为 0.89, 预测效率 P 为 0.79, 均方根误差

Erms 为 0.58;  RF1模型的预测结果 C 为 0.87, P 为

0.75, Erms 为 0.65. GBR2模型的预测结果 C 为 0.90,

P 为 0.81, Erms 为 0.56; RF2模型的 C 为 0.89, P 为

0.79, Erms 为 0.59. 输入参数增加 Kpt-3 后两种模型的

预测效果都有所提升. 增加了黑子参数后 GBR3模型

相对于 GBR2模型预测结果保持不变, 但 RF3模型

预测结果 C 从 0.89提升至 0.90, 有微小提升.

图 2给出了 GBR3和 RF3模型的测试集预测结

果对比. 图 2中蓝色表示 Kp 实测值与预测值之间对

比的散点图, 红色虚线表示 1∶1的对角线, 蓝色虚线

表示散点的线性拟合结果. 虽然两种模型的预测 C 值
 

表 1    输入参数和 3 h 地磁 Kp指数预测模型结果 (提前 1 h)
Table 1    Data set variables and comparison of the prediction model results of

3-hour Kp index (predict 1 h)

模型名称 输入参数 C P Erms

GBR1 vsw, Psw, Nsw, Bz, B, E 0.89 0.79 0.58

RF1 0.87 0.75 0.65

GBR2 vsw, Psw, Nsw, Bz, B, E, Kpt–3 0.90 0.81 0.56

RF2 0.89 0.79 0.59

GBR3 vw, Psw, Nsw, Bz, B, E, Kpt–3, Aall 0.90 0.81 0.56

RF3 0.90 0.80 0.58

　注　Kpt–3 表示3 h 前Kp 指数.
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均为 0.90, 但 GBR3的预测值与观测值的线性拟合结

果斜率大于 RF1的拟合结果 , 且 GBR3模型的

Erms 小于 RF1模型. 测试结果表明, 太阳黑子参数

对 RF方法模型有一定提升, 但 GBR算法在三种数

据集的表现均优于 RF方法. 在以往的研究中还有多

种机器学习方法被用来预测 Kp 指数, 如 Tan等 [11]

使用长短时记忆神经网络算法预测结果 C 为 0.81,

Erms 为 0.64; Sexton等[35] 使用递归神经网络算法, 预

测结果 C 为 0.92, Erms 最低为 1.32; Wang等[36] 使用

机器学习相似度算法 , 预测结果 C 为 0.93, Erms 为

0.79; Liu等[13] 使用神经网络方法, 提前 1 h到 3.5 h

预报 Kp 指数, 最高相关系数为 0.90, 均方根误差为

0.62. GBR算法预测结果在均方根误差的表现要优于

传统的 RF方法, 是因为算法自身的优越性, 通过串

联学习器在加权迭代过程中最小化损失函数, 因此,

GBR3模型的预测结果 C 值最高并且有较低的均方

根误差. 

4　讨论

与现有的 Kp 预测模型进行比较, 结果列于表 2.

表 2中传统预报模型使用的算法为人工神经网络算

法, 本文介绍的基于 GBR算法的 Kp 指数预测模型

在预测相关系数和均方根误差上表现均优于传统的

预报模型. 相较于文献 [4]的现报模型, 在时间上可以

提前一小时进行 Kp 指数预报. 但模型输入参数数量

上比传统预报模型多, 未来可以在参数输入量上进行

优化.

研究中测试集的数据范围自 2006年 12月到

2017年 12月, 包含第 24太阳周大部分活动阶段. 为

了研究各模型在太阳活动周不同阶段的预测表现, 将

活动周划分为三个阶段, 分别为上升期、极大期和下

降期. 图 3给出了 24活动周的阶段划分, 红色部分表

示活动周极大期, 绿色部分表示活动周的上升阶段,

蓝色部分表示下降阶段. 划分依据为: 月平滑黑子数

超过极大年黑子数的 70%为极大期, 极大期之前为

上升阶段, 之后为下降阶段. 按照图 3所示的时间分

割点, 将数据划分为对应的三个测试集, 并计算了不

同阶段下各种模型的预测结果. 选取线性相关系数

C 作为评价指标, 表 3给出了 3 h 地磁 Kp 指数预测

结果. 从表 3可以看出, 在太阳活动周的不同阶段, 模

型的预测性能也会有所变化. 三种输入数据集的预测

性能在太阳活动周下降阶段均优于其在极大期和上

升阶段. 研究表明, 地磁活动在同一太阳活动周内通

常呈现双峰结构[33,37], 在活动周下降阶段的地磁扰动

峰值多与低纬冕洞引起的太阳风高速流相关. 下降相

冕洞高速流相对稳定且周期性较强, 因此以太阳风参
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图 2    观测 Kp 值与 GBR3和 RF3模型的预测 Kp 值对比 (红色虚线表示对角线, 蓝色

虚线表示线性拟合直线相关系数为 0.90)

Fig. 2    Kp observations and predictions, with observed Kp values on the horizontal axis and predicted

values on the vertical axis (The red dashed line represents the diagonal line, and the blue dashed line

represents the linear fit result of the scatter, with a correlation coefficient of 0.90)
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数为主要输入的模型在活动周下降阶段预测 C 值更

高.

地磁 Kp 指数预报主要针对强地磁扰动时预警作

用, 将不同地磁扰动强度下的 Kp 指数预测结果进行

对 比 . 表 4列 出 了 三 种 强 度 地 磁 扰 动 情 况 下 ,

GBR3模型对 Kp 指数的预测. 表 4分别给出了不同

强度扰动的事件总数, 预测模型预警成功的次数, 准

确比例以及模型预测结果与真实值的线性相关系数.

表中展示了测试集数据在第 24太阳活动内, 共发生

磁暴事件 541起, 模型准确预测 148起, 预测准确率

为 27%. 中等磁暴事件 (5≤Kp<6)413起, 预测准确

率 26%; 强磁暴事件 (6≤Kp<7)104起, 预测准确率

35%; 超强磁暴事件 (Kp≥7)24起, 预测准确 6次, 准

确率为 25%. 相比中等磁暴和超强磁暴, 模型对强磁

暴 (6≤Kp<7)的预报准确度最高. 

5　结论

为满足地磁指数的预报需求, 基于 GBR算法构

建了地磁 Kp 指数预报模型, 确立了以太阳风、行星

际磁场参数 (vsw, Psw, Nsw, Bz, B, E )、历史 Kp 值和

太阳黑子数据 (Aall)为输入的参数组合. 本文介绍的

GBR模型能够提前 1 h对 Kp 指数进行预测, 线性相

关系数 C 为 0.90, 均方根误差 Erms 为 0.56, 预测效

率 P 为 0.81.

地磁 Kp 指数 3 h预测结果表明短期地磁活动主

要受到太阳风、行星际磁场参数的影响[38–40]. 在之前

的研究中发现不同纬度区域的黑子参数与近地太阳

风速度存在相关性[21], 但这种影响主要表现在中低速

 

表 2    3 h地磁 Kp指数 GBR预测模型与现有模型结果对比

Table 2    Comparison of the GBR prediction model of 3-hour Kp index with the existing models

文献 输入参数 提前时间/h C Erms

[7] vsw, Bz, B 1 0.75 —

[32] vsw, Nsw, Bz 3 0.77 0.99

[9] Boyle index, Kp 1 0.86 0.71

[4] 9个地磁台站Kp估计值 0 0.94 0.50

GBR3 vsw, Psw, Nsw, Bz, B, E, Kpt–3, Aall 1 0.90 0.56

 

表 3    3 h模型在太阳活动周不同相位的预测结果相关系数

Table 3    Correlation coefficient during different solar cycle phase of the 3-hour prediction model

GBR1 RF1 GBR2 RF2 GBR3 RF3

上升阶段 0.89 0.88 0.89 0.88 0.89 0.88

极大期 0.88 0.87 0.89 0.88 0.89 0.88

下降阶段 0.89 0.89 0.90 0.89 0.90 0.90
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图 3    第 24太阳活动周相位划分

Fig. 3    Phase division of the 24th solar activity cycle
 

 

表 4    不同地磁扰动情况下 3 h地磁 Kp 指数预测结果

Table 4    Comparison of the prediction results
of 3-hour Kp index under different

geomagnetic disturbance

数据总数 预测次数 准确比例/(%)

5≤Kp<6 413 106 26

6≤Kp<7 104 36 35

Kp≥7 24 6 24
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太阳风上, 其他情况下影响微小, 可忽略不计. 太阳黑

子参数对短期 Kp 指数预报模型没有明显改善. 该结

果表明太阳黑子活动区的面积与数量对短期地球磁

场变化的影响较小, 地球磁场的主要扰动源还是来自

剧烈太阳活动产生的高速流.

对比太阳活动周不同相位的 3 h地磁 Kp 指数预

报模型 , 结果表明在太阳活动周下降阶段 , 地磁

Kp 指数的预测结果均优于活动周上升阶段和活动周

极大期. 有统计研究表明地磁活动峰值通常也出现在

太阳活动周下降阶段[33], 此时的地磁扰动多与低纬冕

洞产生的太阳风高速流相关. 高速太阳风驱动主导了

磁层动力学, 因此在活动周下降阶段以太阳风为主要

输入参数的模型预测效果更好. 对比不同地磁扰动强

度下的 Kp 指数预测结果, 相较于中等磁暴和超强磁

暴, 模型对强磁暴 (6≤Kp<7)的预报准确度最高.

通过这项研究 , 推荐一种基于 GBR算法的

Kp 指数预测模型, 可以实现提前 1 h的 Kp 指数预

报. 基于参数间的相关关系提高了 Kp 指数的预测准

确性并降低了预测误差, 为 Kp 预测提供了新的方法.

Kp 指数预测结果证明短期磁层扰动主要来自太阳风

的能量输入[41–43]. 本文通过对比分析不同预测模型的

结果, 不仅可以对恶劣空间天气提前预警, 还可以更

好地理解地磁指数与太阳风输入能量的关系, 为太阳

风–磁层耦合的研究工作提供更多方法和理论基础.
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