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基于地基辐射计模拟数据的大气温湿

廓线 Sounding Transformer 反演方法 

梁珍珍 1，2
 ，郭伟 2,* ，王彩云 2，刘鹏 2，杨世杰 1，2，邢晴 1，2 

1(中国科学院大学 北京 100049)  

2(中国科学院国家空间科学中心 北京 100190) 

摘  要  大气温湿廓线是数值天气预报和空间环境监测的关键参数。现有反演方法以线性

回归和 BP 神经网络为主，前者难以刻画辐射传输非线性特征，后者对通道间关联表达不

足。本文提出 Sounding Transformer 反演方法，利用自注意力机制学习通道间耦合关系，基

于北京南郊观象台 2020-2025 年探空资料，用 MonoRTM 正演亮温构建数据集，实现温湿

廓线反演。通过与线性回归、BP 神经网络对比，并开展噪声敏感性实验、消融实验、云液

态水敏感性分析及 FY-3E VASS 产品比对校验，结果表明：（1）反演精度显著优于线性回归

与 BP 神经网络，温度与湿度 RMSE 分别优化 22.4%、25.7%与 3.47%、2.07%；（2）加入系

统噪声后优势依然保持；（3）时间周期编码、可降水量和液态水路径均为必要辅助特征；

（4）K 波段对液态水敏感，V 波段氧气核心区基本不受影响。本研究为提高地基辐射计温

湿廓线反演精度提供了方法支撑。 

关键词  Transformer，温湿廓线反演，MonoRTM，自注意力机制，地基微波
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Abstract   Atmospheric temperature and humidity profiles are key parameters for 

numerical weather prediction, space environment monitoring, and climate research. 

Ground-based microwave radiometers can provide continuous, all-weather 

observations of the troposphere, but their retrieval accuracy is fundamentally limited 

by the inversion algorithms employed. Existing retrieval methods are dominated by 

linear regression and backpropagation BP neural networks: linear regression 

struggles to characterize the strongly nonlinear features of radiative transfer in the 

microwave band, while BP neural networks inadequately express inter-channel 

correlations, since the brightness temperature channels of a radiometer are physically 

coupled through shared atmospheric absorption processes and thus exhibit 

significant redundancy and dependence. To address these limitations, this paper 

proposes a Sounding Transformer retrieval method that leverages the self-attention 

mechanism to learn coupling relationships among channels, capturing both global 

dependencies and nonlinear mappings from multi-channel brightness temperatures 

to atmospheric profiles. Based on radiosonde data from Beijing Nanjiao Observatory 

from 2020 to 2025, a simulated brightness temperature dataset is constructed using 

MonoRTM forward simulation, covering clear-sky and cloudy conditions. 

Temperature and humidity profiles are retrieved by incorporating auxiliary features 

such as time-period encoding, precipitable water vapor, and liquid water path. A 

comprehensive validation framework is established, including comparison with 

linear regression and BP neural networks, noise sensitivity experiments, ablation 

experiments, cloud liquid water sensitivity analysis, and validation against FY-3E 

VASS products. The results show that: (1) the retrieval accuracy is significantly 

superior to both baseline methods, with temperature and humidity RMSE improved 

by 22.4% and 25.7% relative to linear regression, and by 3.47% and 2.07% relative 

to BP neural networks; (2) the advantage remains stable after adding systematic noise, 

demonstrating robustness to radiometric calibration errors; (3) ablation results 

confirm that time-period encoding, precipitable water vapor, and liquid water path 

are all necessary auxiliary features; (4) K-band brightness temperatures are highly 

sensitive to liquid water content, while V-band oxygen absorption core channels are 

basically unaffected, providing physical interpretability of the attention weights; and 

(5) in comparison with FY-3E VASS satellite products, the temperature RMSE is 

1.529 °C and absolute humidity RMSE is 0.359 g/m3 , with the most prominent 

difference in the near-surface layer, mainly attributable to satellite footprint 

averaging and surface emission effects. This study provides methodological support 

for improving the retrieval accuracy of temperature and humidity profiles from 

ground-based radiometers, and the proposed framework is extensible to other 

radiometric platforms and geographic stations. 

Key words  Transformer, temperature and humidity profile retrieval, MonoRTM, 

self-attention mechanism, ground-based microwave radiometer 
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0 引言 

大气温度和水汽廓线是表征大气热力状态、水汽输送和边界层结构演变的重要物理量，

在数值天气预报、强对流天气监测、气候变化研究以及卫星遥感产品验证中均具有重要作用

错误!未找到引用源。。常规探空能够提供精度较高的温湿廓线资料，但受观测时次和站点分布限

制，通常只能在固定时刻施放，难以满足边界层快速变化过程和连续业务应用对高时间分辨

率资料的需求错误!未找到引用源。。因此，发展可连续获取大气温湿廓线的地基遥感反演方法，

是提升边界层大气监测能力的重要途径。 

现有大气温湿廓线反演方法主要包括物理反演、统计回归和机器学习方法。物理反演基

于大气辐射传输方程，物理机理清晰，但反演过程高度非线性，计算量较大，在实时业务应

用中受到限制。统计回归方法通过建立亮温与大气参数之间的经验关系实现快速反演，计算

效率高、实现简单，但对辐射传输过程中的复杂非线性特征刻画不足，在湿度廓线和复杂天

气条件下精度有限。随着机器学习方法的发展，反向传播神经网络错误!未找到引用源。（Back 

Propagation Neural Network, BPNN）和卷积神经网络（Convolutional Neural Network, CNN）

已被广泛用于微波辐射计廓线反演错误!未找到引用源。，相比传统线性方法已有明显改进错误!未

找到引用源。错误!未找到引用源。。然而，BP 和 CNN 网络结构对通道间谱相关关系和廓线垂直层

次关联的表达不足
错误!未找到引用源。错误!未找到引用源。

。 

Transformer 基于自注意力机制错误!未找到引用源。，能够在输入序列内部建立全局依赖关

系。鉴于辐射计多通道之间存在复杂的非线性耦合关系，Transformer 可利用自注意力机制

学习通道间相互作用，进而提高温湿廓线反演精度。但原始 Transformer 主要面向自然语言

处理中的离散序列建模错误!未找到引用源。，其输入表示、位置编码和输出结构不能直接套用于

连续物理量驱动的廓线回归任务错误!未找到引用源。错误!未找到引用源。，因此需要结合地基微波

辐射计观测特点进行改造。 

针对上述问题，本文利用 Transformer 的自注意力机制，提出一种 Sounding Transformer

反演方法。以中国科学院国家空间科学中心研制的 46 通道 K/V 双波段地基辐射计为仪器原

型，基于北京南郊观象台2020—2025年探空资料，利用MonoRTM（Monochromatic Radiative 

Transfer Model）辐射传输模型正演构建模拟亮温数据集。将 46 通道亮温视为具有物理含义

的序列输入，联合时间周期编码、可降水量和液态水路径等辅助特征，利用多头自注意力机

制学习 K/V 波段通道间耦合关系，实现 93 层温度与绝对湿度廓线的联合反演。通过与线性

回归、BP 神经网络对比，并开展噪声对反演精度影响实验、扩展消融实验、云液态水含量

敏感性分析及 FY-3E VASS (Vertical Atmospheric Sounding System)产品比对校验实验，综合

评估模型性能。旨在为提高地基辐射计的温湿廓线反演精度，进而提升数值天气预报准确性

与空间环境变化监测能力提供方法支撑。 

1. 基于 MonoRTM 的大气温湿廓线正演 

1.1 地基辐射计仪器原型 

仪器原型为中国科学院国家空间科学中心 2026 年研制的基于 SDR 的狄克型 K/V 双波

段地基辐射计，工作于 K 波段（21.3–31.7GHz，水汽通道）和 V 波段（50.8–61.2GHz，氧气

通道），主要技术指标汇总于表 1。 

表 1  基于 SDR的 K/V双波段狄克型辐射计技术指标 

Table 1  Technical Specifications of SDR-Based K/V Dual-Band Dicke Radiometer 

参数 技术指标 

频率 K：21.3~31.7 GHz；V：50.8~61.2 GHz 

通道数 K：23；V：23 
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带宽 288 MHz (1~4 通道,19~23 通道)；400 MHz (5~18 通道) 

系统稳定性 ≤1.0 K/年 

亮温测量范围 0-400 K 

灵敏度 K：0.15K；V：0.21K 

积分时间 1s 

通道间一致性 ≤1K 

天线增益 25dBi 

天线驻波比 1.25 

极化方式 线极化 

波束宽度 5-7° 

高温源 70.2℃ 

K 波段和 V 波段各配置 23 个通道，共 46 个通道。K 波段 23 个通道的中心频率依次为：

21.46、21.82、22.18、22.54、23.00、23.50、24.00、24.50、25.00、25.50、26.00、26.50、

27.00、27.50、28.00、28.50、29.00、29.50、30.00、30.46、30.82、31.18、31.54GHz；V 波

段 23 个通道的中心频率依次为：50.96、51.32、51.68、52.04、52.50、53.00、53.50、54.00、

54.50、55.00、55.50、56.00、56.50、57.00、57.50、58.00、58.50、59.00、59.50、59.96、

60.32、60.68、61.04GHz。 

1.2 数据来源及预处理 

北京南郊观象台（世界气象组织（World Meteorological Organization, WMO）站号 54511，

39.93°N，116.28°E，海拔 32 m）位于华北平原北部，地处城市下垫面与郊区的过渡带，属

全球探空观测网（Global Climate Observing System Upper-Air Network, GUAN）核心站点，

每日在北京时间 08 时和 20 时施放探空气球，观测要素包括气压、温度、相对湿度、风速风

向及位势高度等，原始探空资料经业务质量控制后，用于辐射传输正演与模型训练。 

本研究使用 54511 站 2020 年 1 月至 2025 年 12 月的探空资料开展模拟地基微波辐射

计反演实验。经质量控制后，共获得 3713 个有效样本，各年份样本数较为均衡（2020-2025

年分别为 651、628、610、601、605、618 份）。天气类型依据 Open-Meteo API 错误!未找到

引用源。提供的 ERA5 再分析资料，并参考 WMO 天气编码错误!未找到引用源。进行判定，其中

晴天样本 3430 个（92.4%），云天/降水样本 283 个（7.6%）。样本按 8:2 划分为训练集与独立

测试集，其中训练样本 2970 个，测试样本 743 个。样本在年份、季节、时次和天气条件上

的分布见图 1。 
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图 1 数据集样本在年份、季节、时间和天气类型上的分布 

Fig.1 Dataset sample distribution across year, season, time, and weather type 

原始探空廓线的垂直层次存在差异，本文将其统一插值至 93 层标准高度网格。该网格

覆盖近地面至 10–12 km 高度，呈近密远疏分布：0–500m 为 10–30m，500–2000m 为 40–

90m，2000–12000m 为 100–300m。插值时，0–500m 近地面层采用三次样条方法，500m 以

上中高层采用分段线性方法，以尽量保留边界层温湿结构。本文进一步开展的质量控制主要

包括：检查气压、高度、温度、露点温度和相对湿度等必备要素，剔除缺测值、重复层和明

显异常层，并要求有效层数不少于 4 层且最大探测高度不低于 10km。处理后的温湿廓线统

一保存为 NetCDF4 格式，作为 MonoRTM 正演和模型训练输入。 

1.3 MonoRTM 辐射传输模型及辐射亮温正演 

MonoRTM 由美国大气环境研究室（Atmospheric and Environmental Research, AER）开

发，分子吸收参数主要来自 HITRAN 数据库错误!未找到引用源。，包括水汽压力加宽系数、温

度加宽系数等。水汽连续吸收采用 MT_CKD 模型错误!未找到引用源。，MonoRTM 同时考虑了

氧气、二氧化碳、臭氧和氮等气体的压力加宽与自加宽效应。液态水吸收基于 Liebe 介电模

型计算错误!未找到引用源。。MonoRTM 模型提供多种辐射传输方案，本文选用 case3（用户提

供大气廓线）和 case5（含云条件模拟），以适应晴空和含云两类天气场景。 

正演前，根据地面天气状况将样本划分为晴空和含云两类。晴空模式：MonoRTM 直接

读取 93 层大气温湿廓线，读取 TAPE3 格式的分子吸收线参数，逐频率计算晴空大气的吸收

系数与光学厚度，不考虑液态水吸收。含云模式采用两步计算：第一步以晴空模式运行

MonoRTM 并输出参考光学厚度文件；第二步由探空相对湿度廓线利用公式（1）计算液态水

含量（Liquid Water Content, LWC），式中，RH为相对湿度，进而将 LWC 廓线作为输入重新

运行含云条件下的 MonoRTM 正演，得到含云场景的模拟亮温。 

𝐿𝑊𝐶(𝜌) = {

0 if 𝑅𝐻 < 85%
2.0 × (𝑅𝐻 − 85)

10
g/m3 if 85% ≤ 𝑅𝐻 ≤ 95%

2.0g/m3 if 𝑅𝐻 > 95%

(1) 

正演后，各样本得到 46 个频率通道的模拟亮温、可降水量（Precipitable Water Vapor, 

PWV）、大气透过率、液态水路径（Liquid Water Path, LWP）等物理参量。 

从正演结果中提取 46 维亮温向量，与 6 维辅助特征共同构成模型输入。辅助特征包括
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年积日周期编码（𝑑sin、𝑑cos）、UTC 时刻周期编码（ℎsin、ℎcos）、PWV 和 LWP。其中，𝑑sin =

sin⁡(2𝜋 ⋅ 𝑑/365.25)、𝑑cos = cos⁡(2𝜋 ⋅ 𝑑/365.25)、ℎsin = sin⁡(2𝜋 ⋅ ℎ/24)、ℎcos = cos⁡(2𝜋 ⋅ ℎ/24)，

d 为年积日，h 为 UTC 时刻。模型输出为 93 层温度和绝对湿度，其中温度单位为°C，绝对

湿度单位为g/m3。 

1.4 亮温观测噪声模拟 

相较于实际观测值，辐射传输模型正演得到的亮温通常不包含仪器噪声、定标误差及观

测环境扰动等误差来源。为使其更接近实际观测条件，同时检验模型在存在观测误差条件下

的稳定性与泛化能力，本文在亮温输入端引入高斯随机噪声。对每一样本的 46 个通道亮温

分别加入均值为 0、标准差为 σ 的高斯噪声，即公式（2）， 

𝑇𝑏
𝑛𝑜𝑖𝑠𝑒 = 𝑇𝑏 + 𝜀,⁡⁡⁡⁡⁡𝜀 ∼ 𝑁(0, σ2) (2) 

式中，𝑇𝑏为前文正演得到的原始亮温，𝑇𝑏
𝑛𝑜𝑖𝑠𝑒为加噪后的模拟亮温。 

2. 基于 Transformer 模型的大气温湿廓线反演 

如前文所述，地基微波辐射计各通道亮温并非独立观测，通道间存在相关性和耦合性。

本文将多通道亮温作为具有物理含义的序列输入，利用 Transformer 自注意力机制学习频率

通道间的耦合关系，联合输出 93 层温湿廓线。 

本节对标准 Transformer 结构进行改造，构建由输入层、编码器和输出层组成的 Sounding 

Transformer 模型：去除用于序列生成的 Decoder，保留编码器中的多头自注意力（Multi-Head 

Self-Attention, MHSA）和前馈网络（Feed-Forward Network, FFN）子层，并设置独立的温度

和绝对湿度输出头。基于前述加噪后的模拟亮温数据集开展模型训练。 

2.1 模型架构 

Sounding Transformer 模型架构如图 2 所示。将 46 个亮温 token 和 1 个辅助信息 token

（6 维辅助特征向量）拼接成长度为 47 的输入序列。其中，各通道亮温经逐通道线性投影

得到h𝑖 = W𝑖T𝑏
𝑖 + b𝑖 ⁡(𝑖 = 1,… ,46)，式中，W𝑖 ∈ R𝑑𝑚𝑜𝑑𝑒𝑙、b𝑖 ∈ R𝑑𝑚𝑜𝑑𝑒𝑙分别为第𝑖通道的投影权

重向量与偏置向量。辅助信息经线性投影得到：h𝑎𝑢𝑥 = W𝑎𝑢𝑥x𝑎𝑢𝑥 + b𝑎𝑢𝑥，式中，x𝑎𝑢𝑥 ∈ R6

为辅助信息特征向量，W𝑎𝑢𝑥 ∈ R𝑑𝑚𝑜𝑑𝑒𝑙×6、b𝑎𝑢𝑥 ∈ R𝑑𝑚𝑜𝑑𝑒𝑙分别为投影权重矩阵与偏置向量。

最终得到输入序列H(0) = [h1, … , h46, h𝑎𝑢𝑥]
𝑇 ∈ R47×𝑑𝑚𝑜𝑑𝑒𝑙，式中h1, … , h46为各通道亮温经过

嵌入后的特征向量，𝑑𝑚𝑜𝑑𝑒𝑙=64 为模型嵌入维度。这种设计使模型同时学习通道间关系与大

气背景约束。亮温 token 采用逐通道线性投影，以保留不同频率通道的独立物理含义；辅助

信息 token 采用两层全连接映射，以增强辅助特征的非线性表达能力。与将所有变量直接拼

接输入全连接网络相比，这种设计更符合多通道亮温的序列特征，也为后续自注意力建模提

供了结构化的输入。 

在位置编码中，考虑到通道间亮温的耦合关系，模型采用可学习的位置编码错误!未找到

引用源。：H(0) ← H(0) + E𝑝𝑜𝑠，其中E𝑝𝑜𝑠 ∈ R47×𝑑𝑚𝑜𝑑𝑒𝑙为可学习位置编码矩阵。与固定正弦编码

相比，可学习位置编码可根据训练数据自适应刻画频率通道之间的物理关联。输入序列经层

归一化（LayerNorm）和正则化错误!未找到引用源。（Dropout）处理，再送入编码器。 

编码器由 2 个编码器子层堆叠而成。每个编码器层均包含 MHSA 和 FFN 两个子模块，

并采用 Pre-Norm 错误!未找到引用源。残差连接，以提高训练稳定性。MHSA 的作用机制为：给

定输入X ∈ R𝑛×𝑑（n 为序列长度，d 为特征维度），通过线性变换生成查询（Query）、键（Key）

和值（Value）矩阵：Q = XW𝑖
𝑄 , K = XW𝑖

𝐾 , V = XW𝑖
𝑉，其中W𝑖

𝑄，W𝑖
𝐾，W𝑖

𝑉为第𝑖个注意力头

的投影矩阵。将特征空间划分为 h 个子空间并行计算多头注意力，h 为注意力头总数。注意

力计算过程如式（3）和式（4）所示，W𝑂为输出投影矩阵。 

MultiHead(X) = Concat(head1, … , headℎ)W
𝑂 (3) 
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head𝑖 = Attention(XW𝑖
𝑄 , XW𝑖

𝐾 , XW𝑖
𝑉), 𝑖 = 1,… , ℎ (4)

本文设置嵌入维度为 64，注意力头数为 4。不同注意力头可从不同子空间捕获 K 波段水汽

吸收、V 波段氧气吸收以及跨频段关系。MHSA 子层通过 Pre-Norm 残差连接： 

H′ = H(𝑙−1) + Dropout(MultiHead (LayerNorm (H(𝑙−1)))) (5) 

FFN 对每个 Token 独立施加两层非线性变换：FFN(x) = GELU(xW1 + b1)W2 + b2，其中x

为单个 token 的特征向量，W1 ∈ R𝑑𝑚𝑜𝑑𝑒𝑙×𝑑𝑓𝑓，W2 ∈ R𝑑𝑓𝑓×𝑑𝑚𝑜𝑑𝑒𝑙，b1 ∈ R𝑑𝑓𝑓，b2 ∈ R𝑑𝑚𝑜𝑑𝑒𝑙，

𝑑𝑓𝑓 = 4𝑑𝑚𝑜𝑑𝑒𝑙。激活函数采用 GELU：GELU(𝑥) = 𝑥 ⋅ Φ(𝑥) = 𝑥 ⋅
1

2
[1+erf (

𝑥

√2
)]，以增强模

型对亮温—廓线非线性映射的表达能力。FFN 子层同样采用 Pre-Norm 残差连接，经2层编

码器处理后，输出包含通道关联信息的高维序列表示。 

编码器输出经均值池化与 MLP 降维，将序列信息聚合为固定维度特征，如式（6）（7）

所示。 

f𝑓𝑙𝑎𝑡 = MeanPool(H(𝑁𝐿)) ∈ R47×𝑑𝑚𝑜𝑑𝑒𝑙 (6) 

f = MLP𝑝𝑜𝑜𝑙(f𝑓𝑙𝑎𝑡) ∈ R2×𝑑𝑚𝑜𝑑𝑒𝑙 (7) 

池化特征通过独立输出头分别预测 93 层温度与 93 层绝对湿度，如式（8）和式（9）所

示。温度预测头包含两层：W𝑇1∈R
128×128、b𝑇1∈R

128为第一层参数，W𝑇2∈R
128×128、b𝑇2∈R

128

为第二层参数；温度预测头结构相同，参数记为W𝜌1、b𝜌1、W𝜌2、b𝜌2。 

T̂ = W𝑇2 ⋅ GELU(W𝑇1f + b𝑇1) + b𝑇2 ∈ R93 (8) 

𝜌̂𝑤 = W𝜌2 ⋅ GELU(W𝜌1f + b𝜌1) + b𝜌2 ∈ R93 (9) 

温度和绝对湿度分支共享同一编码器，以利用二者同源于大气热力状态的物理联系；采

用独立输出头分别解码，避免两个任务在输出阶段相互干扰。 
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图   Sounding Transformer模型总体架构 

Fig.   verall architecture of the Sounding Transformer model 

2.2 损失函数 

模型采用加权联合均方误差（Mean Squared Error, MSE）错误!未找到引用源。作为损失函

数，开展端到端训练。 

ℒ = 𝜆𝑇 ⋅
1

𝑁 ⋅ 𝐿
∑∑(

𝐿

𝑙=1

𝑁

𝑖=1

𝑇̂𝑖𝑙
(𝑠) − 𝑇𝑖𝑙

(𝑠))2 + 𝜆𝜌 ⋅
1

𝑁 ⋅ 𝐿
∑∑(

𝐿

𝑙=1

𝑁

𝑖=1

𝜌̂𝑤,𝑖𝑙
(𝑠) − 𝜌𝑤,𝑖𝑙

(𝑠) )2 (10) 

其中，N 为样本数，L 为高度层数，𝜆𝑇与𝜆𝜌分别为温度与绝对湿度的损失权重。引入可

调权重的原因是：标准化后温度误差与湿度误差的收敛速率存在差异，等权重处理易导致某

一任务主导优化方向。通过调节𝜆𝑇与𝜆𝜌的比值可平衡多任务优化目标。 

训练前，对所有输入特征和目标变量进行标准化错误!未找到引用源。。模型权重采用 Xavier

均匀初始化错误!未找到引用源。。优化器选用 AdamW，初始学习率为 5×10⁻⁴，权重衰减系数为

1×10⁻³，批量大小为 64，训练轮次为 300。学习率采用余弦退火策略错误!未找到引用源。，Dropout

概率为 0.15，梯度裁剪阈值为 1.0，早停耐心为 45 个 epoch 错误!未找到引用源。。 

2.3 模型训练 

图 3 展示了 σ=0.5K 噪声条件下，前 175 个训练轮次内损失与均方根误差（Root Mean 

Square Error, RMSE）、决定系数（coefficient of determination, 𝑅2）的变化。训练损失与验证

损失在前 25 个 epoch 快速下降。第 51、151 轮附近的波动对应学习率暖重启（warm restart）。

随训练推进，温度 RMSE 从 3.934°C 降至 1.702°C，𝑅2从 0.961 提升至 0.9926；绝对湿度

RMSE 从 1.920g/m3降至 0.854g/m3，𝑅2从 0.8404 提升至 0.9684。 
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图   训练过程中损失、温度与绝对湿度 RMSE、决定系数 R²及学习率变化（σ= . K） 

Fig.  Variation of loss, RMSE, coefficient of determination R², and learning rate during training  σ= . K  

图 4 给出了 σ=0.5K 条件下不同高度层 RMSE 随训练轮次的变化。温度反演中，0～2km

高度层收敛最快，最终 RMSE 值为 1.07°C；10km 以上高层残余误差最大，最终 RMSE 值为

3.24°C；绝对湿度反演误差随高度升高而减小，低层 RMSE 为 1.061g/m3，高层 RMSE 为

0.050g/m3，这与水汽主要集中在对流层低层的物理特性一致。 

 
图   不同高度层温度 RMSE（左）和绝对湿度 RMSE（右）随训练轮次的变化（σ= . K） 

Fig.  Variation of temperature RMSE  left  and absolute humidity RMSE  right  with training epochs at four altitude 

levels  σ= . K  

2.4 对比基线方法 

线性回归对比基线选用岭回归：采用 L2 正则化错误!未找到引用源。的线性模型，参数量约

0.99 万。岭回归可通过解析解快速求得参数，计算效率较高，但难以描述亮温与温湿廓线之

间的非线性关系。 

BP 神经网络：采用三层全连接结构，其中输入 52 维（46 通道亮温+6 维辅助特征）、隐
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含 256 个神经元、输出 186 维（93 层温度+93 层湿度），隐含层使用 Tanh 激活函数，参数量

约 6.1 万。隐含层维度参考张雪慧等错误!未找到引用源。的经验公式确定。训练策略与

Transformer 保持一致，确保对比的公平性。 

3. 结果与讨论 
3.1 反演精度对比 

所有实验基于PyTorch框架错误!未找到引用源。实现，采用相同的数据划分。表 2从RMSE、

平均绝对误差（Mean Absolute Error, MAE）和R2三项指标对比了不同方法在 σ=0.5K 条件下

的反演精度。 

表   不同反演方法的温度与绝对湿度性能比较 σ= . K  

Table   Performance comparison of different retrieval methods for temperature and absolute humidity  σ= . K  

方法 
温度

RMSE 

温度

MAE 

温度𝑹
𝟐
 湿度

RMSE 

湿度

MAE 
湿度𝑹

𝟐
 

岭回归 2.188 1.392 0.9878 1.142 0.688 0.9435 

BP 网络 1.759 1.245 0.9921 0.866 0.556 0.9676 

Transformer 1.    1.     .      .     .     .     

由表 2 可见，随着模型非线性表达能力和通道关联建模能力的增强，反演精度逐步提

高。与岭回归相比，Transformer 的温度 RMSE 降低 22.4%，绝对湿度 RMSE 降低 25.7%；

与 BP 神经网络相比，温度 RMSE 与绝对湿度 RMSE 分别降低 3.47%和 2.07%。Transformer

相较于 BP 网络在温度反演中的优势更为明显。这主要是因为温度廓线垂直变化相对平滑且

结构稳定，V 波段亮温与温度廓线之间的统计映射规律性较强，自注意力机制能够更好地捕

捉并利用通道间的关联信息来约束温度廓线。相比之下，绝对湿度廓线垂直变化剧烈，受液

态水含量变化及边界层混合过程的影响，K 波段亮温与湿度廓线之间的统计映射更为复杂。

因此，BP 神经网络已能提取大部分有效信息，Transformer 带来的绝对湿度反演提升幅度小

于温度反演。 

3.2 噪声对反演精度影响分析 

为了分析噪声对反演精度影响，本文开展了不同噪声水平下三种方法的反演精度对比实

验，结果如图 5 所示。在 0–1.75K 噪声水平范围内，Transformer 在温度和绝对湿度反演中

均保持最优，说明 Sounding Transformer 模型对仪器随机误差具有较好的鲁棒性。当噪声水

平增大至 2.0K 及以上时，各方法误差均明显增大；Transformer 的温度反演仍优于 BP 网络

和岭回归，但湿度指标与 BP 网络趋于接近。总体来看，Transformer 在接近真实观测噪声

（本研究原型辐射计灵敏度 K 波段为 0.15K，V 波段为 0.21K）时优势稳定。本文后续图表

均以 σ=0.5K 为例进行分析。 
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图   不同高斯噪声水平下三种方法温度（上排）与绝对湿度（下排）RMSE、MAE及 R²变化 

Fig.  Variation of RMSE, MAE and R² for temperature  top row  and absolute humidity  bottom row  among three 

methods under different Gaussian noise levels 

3.3 误差垂直分布特征 

（1）整体垂直误差特征 

图 6 给出三种反演方法误差指标的垂直分布。温度反演方面，RMSE 随高度升高而增

大：0–1km 高度层三种方法误差均较低，其中 Transformer 最优（RMSE 约 0.7–1°C，MAE

约 0.6–0.7°C）；3–8km 中层误差差距逐渐拉开，线性回归 RMSE 达到 2.2–3.0°C，Transformer

在 1.7–2.4°C；10km 附近各方法 RMSE 均较大，线性回归超过 3.8°C，Transformer 控制在

3.1°C。绝对湿度反演误差随高度升高而减小，近地面 RMSE 与 MAE 均最大（分别约为 0.9–

1.4g/m3和 0.7–1.05g/m3），随高度迅速减小，5km 以上 RMSE 降至 0.4g/m3以下，10km 处

接近 0.1g/m3，这主要是因为水汽主要集中在对流层低层。总体来看，Transformer 在全高度

范围内均保持较低误差，尤其在 3–10km 相对于传统方法的改善更为明显。 

 

图   三种反演方法温度（上排）与绝对湿度（下排）RMSE、MAE垂直分布对比 

Fig.  Vertical distribution comparison of RMSE and MAE for temperature  top row  and absolute humidity  bottom row  

among three inversion methods 
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（2）决定系数的垂直变化 

图 7 给出了R2的垂直分布。温度 R 在近地面接近 0.99，随高度升高逐渐下降；10km 附

近 Transformer 约为 0.865，BP 网络约为 0.85，线性回归约为 0.8。绝对湿度 R 在 0–2km 较

高，随高度下降较快，在 5–7km 出现短暂的平台期后继续下降；10km 附近 Transformer 约

为 0.7，BP 网络约为 0.65，线性回归约为 0.58。需要指出，高层湿度 R 下降并不意味着绝

对误差较大。原因在于高层水汽含量很低且样本方差较小，少量绝对偏差即可导致R2显著下

降。因此，评价高层湿度反演性能时应综合参考 RMSE 等绝对误差指标。 

 

图   三种方法的温度（左）和绝对湿度（右）决定系数𝑹𝟐垂直分布 

Fig.  Vertical distribution of coefficient of determination R² for temperature  left  and absolute humidity  right  among 

three methods 

3.4 扩展消融实验 

为检验模型输入特征和结构设置的合理性，本文开展扩展消融实验。从辅助特征和模型

深度两个方面分析各因素对反演精度的影响。实验结果如表 3 所示。 

在辅助特征方面，去除全部辅助特征后温度 RMSE 由 1.702°C 增至 2.447°C，湿度 RMSE

由 0.854g/m3增至 1.112g/m3。单独去除时间特征后温度 RMSE 增至 2.447°C，湿度 RMSE

增至 1.108g/m3。在所有单项辅助特征中，时间特征影响最为显著，这表明时间编码对温湿

反演约束最强。去除 PWV 或 LWP 后湿度 RMSE 均升至约 0.90g/m3，温度 RMSE 升至约

1.91°C，这说明二者对温度和湿度反演均有补充贡献。进一步分析表明，去除 LWP 后温度

RMSE 相对全模型增大 11.93%，湿度 RMSE 增大了 5.76%，云属性对温湿度廓线的反演有

不可忽视的贡献。 

在模型深度方面，1 层和 6 层编码器的温度 RMSE 分别为 1.922°C 和 1.876°C，均高于

2 层的 1.702°C，表明当前数据规模下 2 层编码器已达到较优的拟合效果，层数增加并未带

来显著受益。 

表   扩展消融实验结果（σ= . K） 

Table   Results of extended ablation experiments  σ= . K  

实

验组 

温度

RMSE/°  

温度 

MAE/°

  

温度 

R² 

湿度 

RMSE/ g/

m³  

湿度 

MAE/ g/

m³  

湿度 

R² 

完

整模型 

1.70

2 

1.225 0.992

6 

0.854 0.556 0.968

4 
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仅

亮温 

2.44

7 

1.563 0.984

8 

1.112 0.632 0.946

4 

无

时间特

征 

2.44

7 

1.553 0.984

8 

1.108 0.617 0.946

9 

无

PWV 

1.91

3 

1.389 0.990

7 

0.902 0.592 0.964

8 

无

LWP 

1.90

5 

1.387 0.990

8 

0.897 0.588 0.965

2 

无

PWV、

LWP 

1.92

9 

1.400 0.990

5 

0.909 0.598 0.964

2 

1

层 

1.92

2 

1.400 0.990

6 

0.880 0.574 0.966

5 

6

层 

1.87

6 

1.360 0.991

0 

0.895 0.570 0.965

4 

3.5 云液态水含量敏感性分析 

为分析云属性对通道亮温模拟的敏感性，本文从有云样本中选取 5 个代表性样本，覆盖

低、中、高不同 LWP 水平；每个样本分别采用晴空方案和含云方案 含 LWC 进行 MonoRTM

正演；并计算两种方案通道亮温的差值，即 ΔTB=TB 含云-TB 晴空。实验结果如图 8 所示，

K 波段 21–31GHz 对液态水含量非常敏感，随 LWP 增大，亮温增量显著上升；V 波段氧气

吸收核心区敏感性较低，其中 50–54GHz 过渡频段仍受液态水连续吸收影响，但 55–61GHz

氧气强吸收通道基本不受液态水含量的影响。 

 

图   云的属性对通道亮温模拟的敏感性分析 

Fig.  Sensitivity Analysis of  loud Properties on  hannel Brightness Temperature Simulation 

3.6 与 FY-3E VASS 大气廓线产品比对校验 

本文采用 FY-3E VASS 2025 年全年大气廓线产品，开展比对校验实验，数据来自国家卫

星气象中心风云卫星遥感数据服务网。按照时空匹配原则进行匹配，时间窗口为探空时刻±3h

内，匹配空间为 54511 站点经纬度的±2°范围内。最终选取北京 54511 站附近升轨样本 354

个、降轨样本 342 个，共 696 个时空匹配样本。统计时，将 VASS 廓线和 Transformer 反演

廓线统一插值到探空标准高度层，并在 0–2km、2–5km、5–8km 和 8–12km 高度范围内分别
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计算其与探空真值之间的 RMSE。升轨时间对应北京时间 8：00 前后，降轨时间对应北京时

间 20：00 前后。升轨产品与 Transformer 反演廓线和探空真值的 RMSE 比对结果如图 9 所

示，降轨产品与 Transformer 反演廓线和探空真值的 RMSE 比对结果如图 10 所示。 

需要说明的是，Transformer 反演基于 MonoRTM 正演亮温，输入为垂直天顶方向的地

基观测；FY-3E VASS 为实际星载反演产品，受斜向观测几何、云污染、地表发射率等因素

影响，两者反演条件存在本质差异。因此，以下 RMSE 对比仅作为参照校验，不代表地基辐

射计精度优于星载仪器。 

总体来看，Transformer 反演结果温度 RMSE 低于 VASS 产品，且离散度较小；降轨时

近地层差异最为明显。湿度方面，Transformer 在 0–5km 层绝对湿度 RMSE 低于 VASS 产品；

随着高度升高，绝对湿度量级减小，两者 RMSE 均较低。结果表明，Transformer 反演在不

同轨道方向和不同高度层上均具有较好的稳定性。 

 
图 9 2025 年 Transformer 反演、FY-3E VASS 产品（升轨）与探空真值之间各高度层的 RMSE 对比（左列：温度，右列：

绝对湿度，从上到下依次为：0~2 km、2~5 km、5~8 km、8~12 km） 

Fig.9 RMSE comparison among Transformer retrieval, FY-3E VASS product (ascending orbit), and radiosonde truth at different 

altitude levels in 2025 (left column: temperature, right column: absolute humidity, top to bottom: 0~2 km、2~5 km、5~8 km、8~12 km) 
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图 10 2025 年 Transformer 反演、FY-3E VASS 产品（降轨）与探空真值之间各高度层的 RMSE 对比（左列：温度，右

列：绝对湿度，从上到下依次为：0~2 km、2~5 km、5~8 km、8~12 km） 

Fig.10 RMSE comparison among Transformer retrieval, FY-3E VASS product (descending orbit), and radiosonde truth at different 

altitude levels in 2025 (left column: temperature, right column: absolute humidity, top to bottom: 0~2 km、2~5 km、5~8 km、8~12 km) 

图 11 给出了 2025 年 12 月 24 日升轨和降轨两个典型个例中，Transformer 反演、FY-3E 

VASS 产品与探空真值温湿廓线的对比。结果表明，Transformer 反演廓线整体更接近探空观

测，而 VASS 产品在部分高度层存在较明显偏差。升轨个例中，Transformer 温度和湿度 RMSE

分别为 1.76°C 和 0.235g/m3，VASS 产品为 4.307°C 和 0.98g/m3；降轨个例中，Transformer

温度和湿度 RMSE 分别为 1.39°C 和 0.163g/m3，VASS 产品为 7.62°C 和 0.409g/m3。该结

果进一步说明，在本文实验条件下 Transformer 模型能够较好地重建温湿廓线垂直结构。 
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图 11 2025 年 12 月 24 日升轨（上，08:29，匹配 08:00 探空，像元距 10.7km）与降轨（下，22:51，匹配 20:00 探空，像

元距 7.1km）温度（左）和绝对湿度（右）廓线对比 

Fig.11 Comparison of temperature (left) and absolute humidity (right) profiles for ascending (top, 08:29, matched 08:00 

radiosonde, pixel distance 10.7 km) and descending (bottom, 22:51, matched 20:00 radiosonde, pixel distance 7.1 km) orbits on 

December 24, 2025 

4. 结论与展望 
基于北京南郊观象台 2020—2025 年探空资料和 MonoRTM 辐射传输模型构建 46 通道

模拟亮温数据集，设计了 Sounding Transformer 模型，并与岭回归、BP 神经网络进行了对

比。在此基础上，进一步开展了噪声敏感性实验、扩展消融实验、云液态水含量敏感性分析

及 FY-3E VASS 产品对比实验，综合评估了模型性能。主要结论如下： 
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（1）将 46 个亮温通道视为具有物理含义的序列输入，利用自注意力机制学习 K/V 波

段通道间的耦合关系，并引入时间周期、PWV 和 LWP 等辅助特征，实现了 93 层温度和绝

对湿度廓线的联合反演。与岭回归相比，温度RMSE降低 22.4%，绝对湿度RMSE降低 25.7%；

与 BP 神经网络相比，分别降低 3.47%和 2.07%。Sounding Transformer 温度反演优于 BP 神

经网络，原因在于温度廓线垂直变化平滑，V 波段亮温与温度的映射规律性强，自注意力机

制能够更好地利用通道关联信息；湿度廓线变化剧烈，受云水和边界层过程影响较大，BP 网

络已能提取大部分有效信息，Sounding Transformer 的额外增益有限。 

（2）在 0~1.75K 噪声范围内，Sounding Transformer 始终保持最优，当噪声增强至 2.0K

以上时，各方法误差均明显增大，Sounding Transformer 温度反演仍优于其他方法，但湿度

指标与 BP 网络趋于接近。 

（3）时间特征对反演约束最大，去除后温度 RMSE 增大 43.8%；PWV 和 LWP 也有明

显贡献，去除后温度 RMSE 增大约 12%，湿度 RMSE 增大约 5%。2 层编码器效果最好，层

数过少或过多都会变差。K 波段对云液水敏感，V 波段氧气核心区基本不受影响。 

（4）与 FY-3E VASS 产品相比，Sounding Transformer 温度与绝对湿度 RMSE 分别为

1.529°C 和 0.359g/m3，VASS 分别为 4.127°C 和 0.669g/m3，升轨和降轨均稳定，近地层改

善最突出。这说明该方法可作为探空与卫星之间的验证手段，为风云卫星温湿廓线产品提供

验证参考。 

本文全部亮温数据均为基于探空资料的 MonoRTM 正演结果，尚未使用真实地基辐射计

观测数据进行验证。当 Sounding Transformer 反演方法向真实地基辐射计观测数据迁移时，

可能面临以下挑战：（1）辐射计定标误差。通常辐射计定标精度优于 2K，本文在亮温中加

入了 0~3K 的高斯噪声进行敏感性分析，该方法适用于定标精度在 2K 以内的辐射计。（2）

天线旁瓣与波束填充效应。解决天线旁瓣问题可在天线外部加金属斗抑制旁瓣，或通过扫描

点源测量天线旁瓣与波束填充效应所增加的亮温值，并在后续数据处理中消除这部分误差。

（3）降水条件下的观测质量。可配合雨量传感器与天线口面维护，建立数据质量控制流程。

上述挑战有待真实观测数据验证后逐步解决。 

此外，当前模型尚未经过多站点、多气候区的交叉验证，其空间泛化能力尚不明确。推

广至其他站点时，可采用迁移学习或分区训练策略。 

本方法可进一步推广至其他类型辐射计，如单波段、多波段及具备不同通道配置的辐射

计等，并适用于多站点组网观测数据的协同反演。本方法为提高地基辐射计温湿廓线反演精

度提供了新的技术途径，有助于提升数值天气预报准确性与空间环境变化监测能力。 
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